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ÖZET 
 
Uzaktan algılama,  pek çok alt disiplin ile kesişimi olan, kapsamlı ve disiplinler arası bir uygulama alanıdır. Bu alanda elde 
edilen verilerin analiz ve kıymetlendirilmesinde kullanılan bir çok yaklaşım bulunmaktadır. Kullanılan yaklaşımların en 
etkililerinden biri de sınıflandırma uygulamalarıdır. Sınıflandırma yöntemleri; eğitimli ve eğitimsiz sınıflandırma olmak üzere iki 
temel koldan incelenmektedir. Bu çalışma kapsamında, eğitimsiz sınıflandırma alanında yeni bir yaklaşım çalışılmıştır. 
 
Eğitimsiz sınıflandırma yöntemleri, incelenecek veri hakkında herhangi bir ön bilgi olmaksızın, veriyi istenilen sayıda bölüte en 
uygun şekilde bölme amacını taşımaktadır. Literatürde pek çok eğitimsiz sınıflandırma yöntemi bulunmaktadır. Bu yöntemlerin 
önemli bir kısmında, verinin ayrılacağı bölüt sayısı kullanıcı tarafından belirlenmektedir. Verinin ayrılacağı bölüt sayısının 
algoritma tarafından kestirilmesi esası ile çalışan eğitimsiz sınıflandırma yöntemleri ise; veri ile ilgili  çeşitli istatistiksel verilere 
ihtiyaç duymaktadır. 
 
PSO (Parçacık Sürü Optimizasyonu), esas olarak  bir optimizasyon yaklaşımı olmasına rağmen; eğitimsiz sınıflandırma yöntemi 
olarak da kullanılabilmektedir. PSO tekniğinin kullanıldığı eğitimsiz sınıflandırma yönteminde, eldeki verinin ayrılacağı bölüt 
sayısı kullanıcı tarafından önceden belirlenmektedir. PSO tekniğinin geliştirilmiş bir versiyonu olan MDPSO (Çok Boyutlu 
Parçacık Sürü Optimizasyonu) yöntemi ise; hem optimum bölüt merkezlerinin bulunmasına hem de optimum bölüt sayısının 
belirlenmesine olanak sağlamaktadır.           
 
Bu çalışmada, MDPSO tekniği kullanılarak LANDSAT uydu görüntülerine ait 7 bantlı görüntülerin eğitimsiz sınıflandırılması 
etüd edilmektedir. Elde edilen sonuçlara göre MDPSO tekniğinin eğitimsiz sınıflandırma algoritması olarak kullanılmasının 
dikkate değer bir başarım gösterdiği gözlenmiştir. Bildiride, MDPSO optimizasyon tekniği ve bu tekniğin eğitimsiz 
sınıflandırmada nasıl kullanılabileceği teknik olarak detaylandırılmıştır. Bu eğitimsiz sınıflandırma yönteminin pratikte 
uygulanması sırasında ortaya çıkan problemler ve çözüm önerileri de bildiride yer alan konular arasındadır. Ayrıca örnek 
LANDSAT uydu görüntüleri üzerinde algoritmanın başarımı ve sonuçları  tartışılmıştır.  
 
Anahtar Sözcükler: Bölütleme, Eğitimsiz sınıflandırma, Görüntü Analizi, LANDSAT, MDPSO,Uzaktan Algılama 
 
ABSTRACT 
 
UNSUPERVISED CLASSIFICATION OF LANDSAT SATELLITE IMAGES VIA MDPSO 
OPTIMIZATION ALGORITHM 
 
Remote sensing is a comprehensive and interdisciplinary application area which make use of various scientific and 
computational subdisciplines. There are different approaches for analsysis and assessment of remotely sensed images. One of the 
most effective approaches used in this area is the classification methodology. Classification methods can be investigated under 
two basic groups as supervised and unsupervised classification approaches. In this paper, a new unsupervised classification 
methodology is studied  for the analysis of remotely sensed images.  
 
Unsupervised classification methods aim to cluster the data into a specified number of clusters in the most convenient way 
without a priori knowlegdge  on the investigated data. There are lots of unsupervised classification algorithms in literature. In 
most of these algorithms, the cluster number is predetermined by the user. Unsupervised classification algorithms in which  the 
cluster number is estimated by the algorithm, need some statistical characterization of  the data.     
 
Despite the fact that PSO (Particle Swarm Optimization) is an optimization algorithm;  it can actually be   used as a 
classification algorithm as well. But in  classifications  where PSO is used, the cluster number for the data on hand is determined 
by the user. MDPSO (Multi Dimensional Particle Swarm Optimization) which is a multi-dimensional extension of PSO,  allows 
both finding the optimum cluster centers and determining the optimum cluster number. 
 
In this paper the unsupervised classification of the 7-band  LANDSAT images is studied via MDPSO technique. We observed that 
MDPSO technique as unsupervised classification algorithm shows notable success. In this paper, the MDPSO algorithm is 
presented together with its use in unsupervised classification. The problems encountered while applying this unsupervised 
classification algorithm in a practical setting is discussed together with somesolution suggestions. Moreover, the results of the 
algorithm applied on  LANDSAT satellite images are discussed.             
 
Keywords: Clustering, Unsupervised Classification, Image Analysis, LANDSAT, MDPSO, Remote Sensing 
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1. GİRİŞ 
 
Günümüzde farklı kaynaklardan uzaktan algılanmış görüntüler elde etmek mümkündür. Sayıca fazla olan bu 
verilerin gerçek değerleri, doğru bir şekilde kıymetlendirilebilmelerine bağlıdır. Uzaktan algılanmış görüntülerin 
kıymetlendirilmesi işlemi birçok yöntem kullanılarak yapılabilmektedir. Bu yöntemlerin en fazla üzerinde 
durulanlarından biri de, sınıflandırma algoritmalarıdır. Sınıflandırma algoritmaları, eğitimsiz sınıflandırma ve 
eğitimli sınıflandırma olmak üzere iki kısma ayrılmaktadır. Bu iki sınıflandırma mantığı arasındaki temel fark; 
eğitimli sınıflandırma algoritmalarının, incelenen bölge ile ilgili bir ön bilgiye ihtiyaç duyarken, eğitimsiz 
sınıflandırma algoritmalarının herhangi bir ön bilgiye ihtiyaç duymamasıdır. Bu bildiri yalnızca eğitimsiz 
sınıflandırma (bölütleme, clustering) kavramı üzerine bir çalışmayı sunmaktadır.  
 
Bölütleme yöntemlerinde görülen en temel problemlerden birisi; incelenen imgenin kaç bölüte ayrılacağı konusunda 
net bir dayanak olmamasıdır. Bu tür durumlarda bölüt sayısı genellikle kullanıcı tarafından, nesnel bir kritere 
başvurmaksızın, belirlenmektedir. Bu yaklaşımın, ancak bölge hakkında bir ön bilgiye sahip olunması durumunda 
başarılı sonuçlar vermesi olasıdır. İncelenen bölge hakkında herhangi bir önbilgiye sahip olunmaması durumunda; 
ilgili yaklaşımın hatalı sonuçlar üretme ihtimali bulunmaktadır.   
 
Literatürde, kullanılmakta olan eğitimsiz sınıflandırma yöntemlerinin doğruluğunun/yerindeliğinin 
kestirilebilmesine olanak tanıyan bazı ölçütler bulunmaktadır. Bölütleme Kalitesi Metrikleri veya Bölütleme 
Geçerliliği İndisleri (Cluster Validity Indices) olarak adlandırılan bu ölçütler aynı imge üzerinde yapılmış iki farklı 
bölütlemenin geçerliliğini karşılaştırmamıza olanak tanımaktadırlar. Bu göstergeler aynı veri seti üzerinde herhangi 
iki alternatif bölütlemeyi kıyaslamak için kullanılabilecekleri için, bu göstergeler kullanılarak optimal bölüt sayısını 
belirlemek de mümkündür. Fakat bu yaklaşımda, bölütleme işlemi ve optimum sayıdaki bölüt sayısını belirlemek 
için ayrı algoritmaların koşturulması gerekmektedir. Literatürde bu alanda  yapılmış bazı çalışmalar bulunmaktadır 
(Şahingil, M.C.).  
 
Bu çalışma kapsamında, bölütleme işlemi ile optimum sayıdaki bölüt sayısını belirleme işlemini tek bir algoritma ile 
çözebilen Çok Boyutlu Parçacık Sürü Optimizasyonu (Multi Dimensional Particle Swarm Optimization, MDPSO) 
algoritmasının LANDSAT uydu görüntüleri üzerinde uygulanması incelenmiştir. Bildirinin 2. bölümünde Parçacık 
Sürü Optimizasyonu (Particle Swarm Optimization, PSO) algoritması detaylandırılmıştır. Esas olarak bir 
optimizasyon algoritması olan PSO’nun bölütleme amacıyla kullanılması 3. bölümde açıklanmıştır. 4. bölümde ise 
MDPSO algoritması ele alınmaktadır. MDPSO algoritmasının LANDSAT uydu görüntülerine uygulanmasına ve 
bunun neticesinde elde edilen sonuçlara, bildirinin 5. bölümünde yer verilmektedir. 6. bölümde ise genel bir 
değerlendirme yer almaktadır.     
 
2. PARÇACIK SÜRÜ OPTİMİZASYONU (PSO) 
 
Gerçek hayattaki problemlerin matematiksel modellerinin oluşturulması ve problemin en iyi çözümünün elde 
edilmesi amacıyla ilgili matematiksel modeller için uygun algoritmaların geliştirilmesi yüzyıllardır insanlığın 
gündeminde olan bir problemdir. Bu problemin çözümü için birçok yöntem sunulmuş ve halen günümüzde de 
sunulmaya devam etmektedir. İlgili problemin bilgisayar bilimi ile uğraşan insanlara yansıması ise optimizasyon 
problemidir.  
 
Bugüne kadar önerilmiş birçok optimizasyon algoritması mevcuttur. Bu algoritmalara örnek olarak, tepe tırmanışı, 
benzetimli tavlama, Newton algoritması, kuantum benzetimli tavlama, tabu araması, kiriş araması, genetik 
algoritma, stokastik tünel ve diferansiyel evrim algoritmaları verilebilir (Özdemir, F.). Önerilen optimizasyon 
algoritmalarının geneli belirli bir matematiksel bir model oluşturup, bu modelin ekstremum noktalarına denk gelen 
değişkenleri bulma temeline dayanmaktadır. Fakat gerçek hayattaki problemlerin çoğu için, matematiksel modeller 
oluşturabilmek oldukça zordur. Durumun bu halde olduğu fark edilince, farklı çözümler üzerinde dolaşan fakat 
karışık matematiksel hesaplamalardan kaçınan global optimizasyon yaklaşımlarına ihtiyaç duyulmuştur. Bu ihtiyaca 
çözüm sunabilmek amacıyla Parçacık Sürü Optimizasyonu  algoritması ortaya atılmıştır.  
 
Sezgisel bir yöntem olan PSO algoritması, 1995 yılında J. Kennedy ve R. Eberhart tarafından ortaya atılmıştır. 
Algoritma esasında, kuş ve balık sürülerinin sosyal davranışları gözlemlenerek, başka bir deyişle doğadan esinlenen 
bir yaklaşım ile optimizasyon yapmaktadır. Kuş  ve  balık  sürüleri  yiyecek  ya da  barınak  bulmak  için belirli  bir  
alanı  tararlar. PSO  algoritması,  bu  sürülerin  soysal davranışlarının modellenmesine dayanır. Bu  davranışlardan  
ilki  sürüdeki  her bir parçanın geçmiş hatıraları içerisinden en iyi konuma gitme davranışıdır.  İkinci  davranış türü,  
sürü  içerisindeki  yiyeceğe  en yakın  parçacığı  takip  etme  hareketidir.  Son  davranış  ise parçacığın geniş alan 
taramasını sağlayan geçmiş hız değeridir. Bu davranışlar PSO algoritmasının temelini oluşturur. Başlangıçta 
parçacıklar uygun arama uzayında yayılmak için rastgele olarak üretilir. Her bir parçacık kendine ait pozisyon ve 
uçuş hızına sahiptir.  Optimizasyon  işleminde  her bir  iterasyon  boyunca parçacıklar  sahip  oldukları  bu  değerleri   
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değişmeden sürdürürler.  Bir  sonraki  iterasyonda  her  bir  parçacığın konumunu  belirlemek  için  denklemler  
güncellenir.  Her  bir iterasyonda parçacıklar optimal çözüme doğru hareket ederler. (Kennedy, J. (1995), Kennedy, 
J. (2001), Çura, T.)  
 
PSO algoritmasında, bir sürüyü oluşturan tüm parçacıklar N boyutlu bir uzayda dolaşmaktadır ve her bir parçacık 
ilgili optimizasyon probleminin potansiyel bir çözüm kümesini göstermektedir. Algoritmada öncelikle her bir 
parçacık, a , N boyutlu uzayda rasgele konumlara, ax , yerleştirilir. İterasyonlar ilerledikçe parçacıkların N boyutlu 
uzaydaki hız değerleri ve bu sahip olduğu hız, av , sonucunda ulaştığı yeni konumu hesaplanır. Parçacıkların hız 
güncelleme denklemi (1) ile, konum güncelleme denklemi ise (2) ile gösterilmiştir.  
 

   )()()(.)()()(.)().()1( 2211 kxkykrckxkykrckvkwkv aaaaa 
  (1) 

     
)1()()1(  kvkxkx aaa  (2) 

 
(1) ve (2) denklemlerinde gösterilen a  sürü içerisindeki parçacığı, k  iterasyon sayısını, av  a  parçacığına ait N 
boyutlu uzaydaki hızı, ax  a  parçacığına ait N boyutlu uzaydaki konumu, w  eylemsizlik ağırlık faktörünü, 1c  ve 

2c  ivme sabitlerini, 1r  ve 2r  [0, 1] aralığında uniform dağılıma sahip rastsal katsayıları belirtmektedir. w  
eylemsizlik ağırlık faktörü, parçacıkların ilk iterasyonlarda uzayda daha serbest dolaşabilmeleri amacıyla nispeten 
büyük bir değere sahip olurken (örneğin 0.9) iterasyonlar ilerledikçe adım adım daha küçük değerlere (örneğin 0.4) 
düşmektedir. Eylemsizlik ağırlık faktörünün çok büyük olması, parçacıkların uzayda aşırı hareketli olmasına, çok 
küçük olması da serbest hareket edememesine neden olmaktadır (Kiranyaz, S.).  
 
PSO algoritmasının önemli bir özelliği, her bir parçacığın ilgili iterasyon anına kadar olan tüm iterasyon adımlarında 
sahip olduğu en iyi konum vektörü ile ilgili iterasyon anına kadar olan tüm iterasyon adımları boyunca, tüm 
parçacıklar göz önünde bulundurularak elde edilmiş global olarak en iyi konum vektörünü hız ve dolayısıyla konum 
hesabında kullanmasıdır. (1) denkleminde gösterilen )(kya  değişkeni, a  parçacığının k . iterasyona kadar sahip 
olduğu en iyi konum vektörünü göstermektedir. Denklemde gösterilen )(ky  değişkeni ise, sürü içerisindeki tüm 
parçacıklar göz önünde bulundurularak k . iterasyona kadar elde edilmiş global anlamdaki en iyi konum vektörünü 
göstermektedir.  
  

)(kya  ve )(ky  ile gösterilen en iyi konum değerleri hesaplanırken bir kritere ihtiyaç duyulmaktadır. İhtiyaç duyulan 
bu kriter uyumluluk fonksiyonu, ),( Zxf a , olarak adlandırılmaktadır. Uyumluluk fonksiyonu, belirli kurallar 
çerçevesinde hazırlanmış, ilgili parçacığa ait konum vektörünün istenen kriterlere ne kadar uyumlu olduğu 
dolayısıyla optimum değere ne kadar yakın olduğunu belirtmektedir. Genel olarak, uyumluluk fonksiyonunun değeri 
sıfıra ne kadar yakın ise ilgili parçacığa ait konum değeri de optimum noktaya o derecede yakındır. İlgilenilen 
problemin eğitimsiz sınıflandırma problemi olması sebebiyle uyumluluk fonksiyonu optimum parçacık konumunu, 
veri seti üzerinde en iyi bölütleme yapabilecek konum olarak seçmesi uygundur. En iyi bölütleme ise, bölüt 
içerisindeki veri setinin konum itibariyle birbirine mümkün olduğu kadar yakın bölütlerin ise birbirinden mümkün 
olduğu kadar uzak olması sonucunda elde edilebilir. Bu şartlar göz önünde bulundurulduğunda; bölütleme işlemini 
gerçekleştirmek amacıyla, (3) denkleminde gösterilen uyumluluk fonksiyonunun kullanılması uygundur (Omran, 
M).    
 

      aeaaa xQwxdZwZxdwZxf 3minmax2max1 ,),(   (3) 
 
(3) denklemindeki )( ae xQ  fonksiyonu (4) denklemiyle gösterilmiştir. 
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(3) ve (4) denkleminde gösterilen Z  bölütleme işlemine dahil edilecek veri setini, )( ae xQ  ortalama bölüt içi uzaklık 
değerini, maxd  ax  bölüt merkezine en yakın pz  veri seti elemanları arasındaki maksimum ortalama uzaklık 
değerini, mind  bölüt merkezleri, ax , arasındaki en küçük uzaklık değerini göstermektedir. maxZ  değeri sabit bir 
katsayı olup teorik olarak bölütler arası en büyük uzaklık değerini belirtmektedir. 1w , 2w  ve 3w  değişkenleri ise 
kullanıcı tarafından belirlenen düzenleme ağırlık katsayılarıdır. 
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)(kya  ve )(ky  değerlerinin (3) denklemi kullanılarak belirlenmesi, bölütleme mantığı açısından uygundur. Bu 

mantığa göre )(kya  değişkeni, a  parçacığının k . iterasyona kadar sahip olduğu en düşük uyumluluk fonksiyonu 
değerinin elde edildiği konum vektörünü göstermektedir. )(ky  değişkeni ise, sürü içerisindeki tüm parçacıklar göz 
önünde bulundurularak k . iterasyona kadar elde edilmiş global anlamdaki en düşük uyumluluk fonksiyonu 
değerinin elde edildiği konum vektörünü göstermektedir.  
 
Esasında )(ky , )(kya  vektörleri arasındaki en düşük uyumluluk fonksiyonu değerine denk gelen vektöre eşittir. 
Dolayısıyla önce )(kya  vektörleri, buna bağlı olarak da )(ky  değeri belirlenmelidir. İlgili iterasyon adımındaki 
güncel )(kya  vektörleri, (5) ile gösterilen denklem kullanılarak belirlenebilir. 
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(6) denkleminde gösterilen koşulun sağlanması durumunda )(ky  vektörünün değeri )(kya  vektörünün değerine 
eşitlenir. 
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3. PARÇACIK SÜRÜ OPTİMİZASYONU ALGORİTMASININ BÖLÜTLEME 
AMACIYLA KULLANILMASI 
 
Parçacık sürü optimizasyonu algoritması, isminden de anlaşılacağı gibi, esasında bir optimizasyon algoritmasıdır. 
Bu optimizasyon algoritması, çeşitli düzenlemeler sonucunda farklı amaçlara hizmet edebilecek bir araç haline 
getirilebilmektedir. Bu bölümde parçacık sürü optimizasyonu algoritmasının veri bölütleme amacıyla kullanımı 
detaylandırılmaktadır. 
 
Eldeki veri setinin bölütlere ayrılması işleminde temel olarak dayanılan prensip, bölüt içerisindeki örneklerin N 
boyutlu uzayda birbirine mümkün olduğunca yakın, bölüt merkez noktalarının ise birbirinden mümkün olduğunca 
uzak olmasıdır. PSO optimizasyon algoritmasının da bölütleme amacıyla kullanılması esnasından bu mantık 
üzerinden işlem yapılmaktadır. İlgili işlem adımları takip eden listede sıralanmıştır (Chen, C.). 
 

1. N boyutlu uzayda optimum konum değerlerini bulmak amacıyla dolaşacak olan sürü içerisindeki 
parçacıkların her biri, bölütlerin merkez noktalarının değerlerini tutmaktadır. Dolayısıyla her bir parçacık, 
bölütleme işlemi için ayrı bir çözüm kümesi sunmaktadır. Örnek olarak, 2 boyutlu uzayda dolaşacak bir 
parçacığa ait  parçacık konum vektörü Şekil 1 ile gösterilmiştir.  

 

 
Şekil 1 Örnek parçacık konum vektörü. 

   
Öncelikle her bir parçacığa ait konum vektörleri uzayın sınırları dahilinde rasgele sayılar kulanılarak, her 
bir parçacığa ait hız vektörleri ise kullanıcı tarafından belirlenecek hız sınırları dahilinde rasgele sayılar 
kullanılarak belirlenir. 
 

2. Bölütlere ayrılacak veri seti içerisindeki her bir örneğin konumu ile parçacık konum vektörlerinde belirtilen 
bölüt merkez noktaları arasındaki uzaklıklar hesaplanır. Bir veri örneği, ilgili parçacığın konum vektörü 
tarafından belirtilen merkez noktalarından hangisine en yakın ise bu örnek, ilgili merkez noktası tarafından 
temsil edilen bölüte aittir. Bir parçacık için her bir veri sadece bir bölüte ait olabilmektedir. Fakat bir 
parçacığa göre belirli bir bölüte ait olan örnek, başka bir parçacığa göre farklı bir bölüte ait olabilmektedir.  

 

5 -4.81 3.12 17 -7 25 

1x  1y  2x  2y  3x  3y  
Birinci Bölütün 

Merkezi 
İkinci Bölütün 
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3. Veri seti içerisindeki örneklerin farklı parçacıklara göre hangi bölüte ait olduğu belirlendikten sonra, her bir 

parçacık için (3) denklemiyle gösterilen uyumluluk fonksiyonu hesaplanır.    
 

4. (5) ve (6) denklemleri kullanılarak )(ky  ve )(kya  değerleri güncellenir.  
 

5. Güncel )(ky  ve )(kya  değerleri hesaplandıktan sonra, (1) denklemi kullanılarak her bir parçacığın hız 
vektörü, (2) denklemini kullanarak da her bir parçacığın konum vektörü güncellenir.  

 
6. 2 – 5 aşamaları, belirli bir durdurma kriteri sağlanmadıkça veya iterasyon sayısı önceden belirlenen bir 

sınıra ulaşılmadıkça bir döngü halinde tekrar edilir.   
 
4.  ÇOK BOYUTLU PARÇACIK SÜRÜ OPTİMİZASYONU ALGORİTMASI 
 
PSO algoritması, ilk olarak kullanılmaya başlandıktan günümüze kadar birçok güncellemeye maruz kalmış ve yeni 
isimler altında sunulmuştur. Bu güncellemelerden bazıları genel yapı üzerinde güncellemeler öngörerek, bazıları ise 
standart algoritmada kullanılan parametrelerin değerlerine belirli formlar vererek algoritmanın daha iyi çalışmasını 
amaçlamaktadır. PSO algoritmasını temel alarak sunulan yöntemlerin en etkililerinden biri de MDPSO 
algoritmasıdır. (Kiranyaz, S.) 
 
PSO algoritmasında olduğu gibi sabit N boyutlu uzayda işlem yapmanın aksine MDPSO algoritması hem konum 
olarak hem de boyut olarak optimum noktanın belirlenmesini amaçlamaktadır. Bu bölümde boyut olarak 
nitelendirilen değişkenler esas olarak bölüt sayısını ifade etmektedir. MDPSO algoritmasında her bir parçacığın iki 
adet bileşen seti bulunmaktadır. Bu bileşen setlerinden birincisi, PSO algoritmasında olduğu gibi N  boyutlu uzayda 
hız ve konum verilerinin güncellenmesini sağlamaktadır. Bu sebeple, ilgili set içerisinde yapılan işlemleri konumsal 
PSO olarak adlandırmak mümkündür. Bu algoritmadaki N  değeri PSO algoritmasındaki gibi sabit bir değere sahip 
olmayıp, maxmin DND   aralığında olabilmektedir. minD  değeri, kullanıcı tarafından belirlenmiş izin verilen en 
küçük uzay boyutunu belirtirken maxD  değeri ise, kullanıcı tarafından belirlenmiş izin verilen en büyük uzay 
boyutunu belirtmektedir. Bileşen setlerinden ikincisi ise, parçacıkların farklı boyutlar arasında dolaşmasına olanak 
sağlamaktadır. Bu sebeple,  ilgili set içerisinde yapılan işlemleri boyutsal PSO olarak adlandırmak mümkündür.  
 
Her bir parçacık belirli bir boyuttaki en son konum, hız ve ilgili boyutta elde ettiği optimum konum vektörünün 
değerini tutmak durumundadır. Çünkü, daha sonraki iterasyonlarda ilgili boyut tekrar ziyaret edildiğinde konumsal 
PSO uygulanırken bu bilgiler tekrar kullanılacaktır. Diğer yandan, sürü içerisindeki en iyi parçacığın konumu da, 
gbest , takip edilmektedir. Ziyaret edilen her boyut için ayrı bir gbest  değeri bulunmaktadır.  
 
Aynı zamanda boyutlar arası sıçramalar sonucunda, uyumluluk fonksiyonundan elde edilen sonuçlara göre, değeri 

minD  ile maxD  arasında değişebilen en iyi boyut, dbest , parametresi de tutulmalıdır. Dolayısıyla algoritmanın 
sonucunda dbest  boyutundaki gbest  konumu, optimum sayıdaki bölüt için ( dbest ) optimum bölüt merkez noktaları 
( gbest ) belirlenmiş olur. 
 
Algoritmanın işlem adımları, genel hatlarıyla PSO algoritması ile benzerlik göstermektedir. Fakat boyutlar arası 
sıçramalar, algoritmanın formülasyonunda bir takım değişikliklere neden olmuştur. İlgili parçacığın, a , herhangi bir 
boyuttaki, axd , konumsal hız güncelleme denklemi (7) ile, konum güncelleme denklemi ise (8) ile verilmiştir.  
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(7) denkleminde gösterilen )()( kvx kxd

a
a  a  parçacığının axd  boyutundaki konumsal hız değerini, )()( kxy kxd

a
a  a  

parçacığının axd  boyutundaki en iyi konum değerini, )()( kxx kxd
a

a  a  parçacığının axd  boyutundaki anlık konum 

değerini, )(ˆ kyx d  d  boyutundaki global en iyi parçacığın konum vektörünü göstermektedir.    
 
Boyutsal hız güncellemesi için (9) numaralı denklem, boyut güncellemesi için ise (10) numaralı denklem 
kullanılmaktadır.  
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(9) denkleminde gösterilen )(kvd a  a  parçacığının boyutsal hız vektörünü, )(kxd a , a  parçacığının boyut değerini, 

)(
~

kdx a , a  parçacığının en iyi boyut değerini belirtmektedir. 
 
İlgili boyuttaki en iyi konum vektörünün, )(kxd

a
axy , güncelleme fonksiyonu (11) numaralı denklem ile, bir parçacığın 

en iyi boyut değerinin, )(
~

tdx a , güncelleme fonksiyonu ise (12) denklemi ile verilmiştir. 
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(11) denkleminde gösterilen K  değişkeni, a  parçacığının axd  boyutdaki uzayı tekrar ziyaret etmesine kadar geçen 
iterasyon sayısını belirtmektedir. Bu değişken, (9) ve (10) denklemlerinden elde edilecek sonuçlara göre 
belirlendiğinden sabit değildir.    
 
5. ÇOK BOYUTLU PARÇACIK SÜRÜ OPTİMİZASYONU ALGORİTMASININ 
LANDSAT UYDU VERİLERİ ÜZERİNE UYGULANMASI 
 
Bu çalışma kapsamında, çok boyutlu parçacık sürü optimizasyonu algoritmasının eğitimsiz sınıflandırma aracı 
olarak kullanılabildiği, LANDSAT uydusuna ait 7 bantlı veriler kullanılmıştır. Dolayısıyla sürü içerisindeki 
parçacıkların dolaşacağı uzay 7 boyutludur. Takip eden alt ayrımlarda, algoritma koşturulurken karşılaşılan 
güçlükler ve kullanılan çözüm yolları ve uygulamalar sonucunda elde edilen sonuçlar sunulmuştur. 
 
5.1 Uygulamalarda Karşılaşılan Güçlükler ve İzlenen Çözüm Yolları 
 
PSO algoritması ve bu algoritmanın geliştirilmiş versiyonlarının temel problemlerinden biri,güncelleme 
denklemlerinde bulunan sabitlerin değerlerinin belirlenmesidir. Bu sabitlerin farklı değerleri, uygulama sonucunu 
ciddi bir şekilde etkileyebilmektedir.  
 
Eylemsizlik ağırlık faktörüne, w , ait değerin, iterasyonların ilk adımlarında büyük değerlere sahip olması, iterasyon 
sayısı büyüdükçe değerinin küçülmesi gerekmektedir. Bu çalışma kapsamında yapılan uygulamalarda ilgili değer 
iterasyonların başında 0.9 olarak belirlenmiştir. İterasyonlar ilerledikçe eylemsizlik ağırlık faktörüne ait değer 0.4 
değerine kadar 0.125’lik adımlarla azaltılır. Değer 0.4’e ulaşınca, 0.4 değerine sabitlenir.  
 
Güncelleme fonksiyonlarında görülen 1c  ve 2c  ivme sabitlerinin değerlerinin çok büyük olması, parçacıkların 
belirli bir noktaya yakınsayamamasına sebep olmaktadır. Bu sabitlerin çok küçük olması ise parçacıkların uzayda 
çok yavaş hareket etmesine sebep olmaktadır. Uygulamalar sonucunda her iki sabitin de 2 değerini almasının uygun 
olduğu görülmüştür.  
 
MDPSO algoritmasının işleme adımları göz önünde bulundurulduğunda, çeşitli iyileştirmeler yapılmaz ise 
algoritmanın oldukça yavaş koştuğu gözlenmiştir. Bu iyileştirmelerin en önemlilerinden biri, bölütlere ayrılması 
istenen imgede birçok farklı rengin bulunmasıdır. Her bir pikselin, sürü içerisindeki tüm parçacıklar içerisinde 
gösterilen merkez noktalarına olan uzaklıklarının hesaplanması gerekliliği algoritmayı oldukça yavaş bir hale 
getirmektedir. Fakat bu sorun, birbirine yakın renk özelliklerine sahip pikseller tek bir renk ile ifade edilebilirse bu 
sorunun önüne geçilmiş ve algoritmanın koşma süresi ciddi miktarda azaltılmış olur. Bu amaçla bir renk kuantalama  
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algoritması kullanılabilir. Bu çalışma kapsamında, renk kuantalama algoritmaları içerisinde en popülerlerinden biri 
olan Median-Cut kuantalama algoritması kullanılmıştır (Burger, W.). Orijinal 3 bantlı bir görüntü ile Median – Cut 
algoritması uygulanarak toplam 512 renge kuantalanmış 3 bantlı görüntüler insan gözü ile ayırt edilemektedir. Bu 
nedenle median-cut kuantalamada belirtilen bu kuantalma seviyeleri esas alınmıştır.  
 
5.1 LANDSAT İmgelerine Uygulamalar 
 
Bu çalışma kapsamında kuzey Amerika’da yer alan 3 ayrı şehre ait 7 bantlı LANDSAT uydu görüntülerinin 
MDPSO algoritması kullanılarak eğitimsiz sınıflandırılması yapılmıştır. Dolayısıyla sürü içerisindeki parçacıklar ve 
tüm veri örnekleri 7 boyuta sahip olmaktadır. Elde edilen sonuçların doğrulanması, yer-gerçek (ground truth) 
verilerin bulunmaması sebebiyle Google Maps internet sitesinden gözle kontrol edilerek yapılmıştır. Veriler 
512x512 çözünürlüğe sahiptir. 
 
İncelenecek şehir görüntülerinden ilki A.B.D.’de Philadelphia/Pensilvanya şehrine aittir. Şehrin Google Maps 
internet sitesinden alınmış gerçek renk görüntüsü Şekil 2 ile gösterilmiştir. 
 

 
Şekil 2 Philadelphia şehrinin gerçek renk görüntüsü (Google Maps). 

 

 
Şekil 3 MDPSO sonucu. 

 
MDPSO algoritmasının çalıştırılması sonucunda elde edilen sonuç görüntüsü ise Şekil 3 ile gösterilmiştir. 
Algoritmaya göre görüntünün optimum bölüt sayısı 6’dır. Bölütlenmiş görüntüde kırmızı bölgeler sulak alanları, 
turuncu alanlar bitkisel bölgeleri, açık yeşil alanlar içerisinde konut bulunduran ormanlık alanları, açık maviyle 
gösterilen alanlar ise binaları göstermektedir.   
 
İkinci şehir görüntüsü A.B.D.’de Orlando/Florida şehrine aittir. Şehrin Google Maps internet sitesinden alınmış 
gerçek renk görüntüsü Şekil 4 ile gösterilmiştir. 
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Şekil 4 Orlando şehrinin gerçek renk görüntüsü (Google Maps). 

 

 
Şekil 5 MDPSO sonucu. 

 
MDPSO algoritmasının çalıştırılması sonucunda elde edilen sonuç görüntüsü ise Şekil 5 ile gösterilmiştir. 
Algoritmaya göre görüntünün optimum bölüt sayısı 7’dir. Bölütlenmiş görüntüde sarı bölgeler sulak alanları, 
turkuaz alanlar ağaçlıklı bölgeleri, kahverengi bölgeler beton alanları, açık mavi alanlar otlak alanları, kırmızı 
alanlar ise binaları göstermektedir.   
 
Son olarak A.B.D.’de Ithaca/Newyork şehrine ait LANDSAT uydu görüntüsü incelenmiştir. Şehrin Google Maps 
internet sitesinden alınmış gerçek renk görüntüsü Şekil 6 ile gösterilmiştir. 
  

 
Şekil 6 Ithaca şehrinin gerçek renk görüntüsü (Google Maps). 
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Şekil 7 MDPSO sonucu. 

 
MDPSO algoritmasının çalıştırılması sonucunda elde edilen sonuç görüntüsü ise Şekil 7 ile gösterilmiştir. 
Algoritmaya göre görüntünün optimum bölüt sayısı 5’tir. Bölütlenmiş görüntüde açık mavi bölgeler sulak alanları, 
sarı alanlar bitkisel bölgeleri, koyu mavi bölgeler binaları, yeşil alanlar tarlaları, kahverengi alanlar ise toprak 
alanları göstermektedir.   

6. SONUÇLAR 
Bu çalışma kapsamında MDPSO optimizasyon algoritmasının bölütleme amacıyla kullanılması etüt edilmiştir. 
Sonuçları gösterilen uygulamalar, MDPSO’nun bölütleme amacıyla kullanılabileceğini göstermektedir. Ayrıca bölüt 
sayısının kullanıcı tarafından belirlenme zorunluluğunun bulunmaması da algoritmayı bu zorunluluğu getiren 
bölütleme algoritmalarının bir adım önüne geçirmektedir.   
 
Özellikle Median-Cut algoritması uygulandıktan sonra, bölütlenecek imgedeki birbirinden farklı renklerin kullanıcı 
tarafından belirtilen sayıda renge düşürülmesi sebebiyle, oldukça hızlı bir hale gelmektedir. Uygulamalarda, 
bölütlenecek 7 bantlı LANDSAT imgeleri toplam 512 farklı vektörle ifade edilebilecek şekilde düzenlenmiş ve 
MDPSO algoritması bu veri seti üzerinden koşturulmuştur. Bu durumda K-Means algoritmasına nazaran bir miktar 
yavaş çözüme ulaşılmıştır. Fakat K-Means algoritmasının aksine, bölüt sayısının önceden belirlenmesi gibi bir 
zorunluluğu olmaması; avantajı yaratmaktadır.    
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